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面向文本数据的正则化交叉验证方法
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摘要：面向文本数据建模时，交叉验证方法是特征选择及模型比较任务中的常用方法。许多研究表明，文本数据模型的性能的估计对交叉验证的数据切分方式较为敏感，不合理的切分方式可能会导致不稳定的性能估计值，使得实验结果的可复现性差。本文试图论证，基于多次重复（m次）的2折交叉验证，通过引入对训练集、验证集分布差异的约束，所构造的正则化mx2交叉验证方法(简记为mx2 BCV）可以改善模型的性能指标的估计，适宜于模型比较。本文首先针对文本数据引入训练集与验证集分布差异的卡方度量，基于该度量构建数据切分的正则化条件，以最大化模型性能指标的信噪比为目标，给出了满足正则化条件的mx2 BCV的数据切分优化算法。最后，以自然语言处理中汉语框架语义角色标注任务为例，验证了基于mx2 BCV方法的有效性。
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Regularized cross-validation method for text data sets
Ruibo Wang1 , Yu Wang1 , Jihong Li1                                                                                                                                                
(1. School of Software, Shanxi University, Taiyuan, Shanxi 030006, China)

Abstract: When building models on text data sets, cross-validation is a commonly used method in the tasks of feature selection and model comparison. Many studies have revealed that the estimation of performance of models on text data sets is sensitive to the data partitioning used in a cross-validation method. Unreasonable partitioning would lead to an unstable estimation of the performance, and further make experimental results not repeatable by other researchers. This paper aims to improve the estimation and comparison of the performances by constructing a regularized mx2 cross-validation method (abbreviated as mx2 BCV). The method performs m times of two-fold cross-validation partitioning, and simultaneously introduces the constraints of divergence of distributions of training set and validation set into the partitioning. Specifically, the chi-square statistic is employed to measure the divergence of difference of distributions of training set and validation set. Then, the measurement is used to construct regularization conditions for data partitioning. Furthermore, by aiming to maximize signal-to-noise ratio of the estimation of the performance, through filtering out the partitions that satisfy all the preset regularization conditions, the data partitioning of mx2 BCV are constructed. In experiments, a lot of models in semantic role labeling tasks of Chinese Framenet are investigated to compare different cross-validation methods. All experimental results validate the effectiveness of the proposed mx2 BCV method.
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0  引言
自然语言处理技术，比如，机器翻译、信息检索、搜索引擎及自动问答等，在智能系统中有广泛的应用。这些系统的核心模型的构建通常基于规模适中的文本数据（语料），先后经历特征提取、特征选择、模型选择及评估等阶段。模型选定后，再用较大规模的语料训练，得到模型参数的优良估计。这其中，特征选择、模型选择及评估阶段，都需要采用可靠的方法来比较模型性能（以下简称模型比较）。比如，在特征选择阶段，需要判断新特征对模型性能提升是否有显著作用；在模型选择及评估阶段，需要判断两个模型哪个性能更好。因此，可靠的模型比较方法是文本数据建模的关键技术之一。在给定的数据集下，交叉验证方法是最常用的模型比较方法，但许多研究发现，以通常的结构化数据下的交叉验证方法来处理文本数据时，实验结果对数据的随机切分较为敏感，结果的可复现性差，结论往往不可靠。
所谓交叉验证方法，是指对给定的一个数据集进行多次切分，形成多组训练集和验证集，先使用训练集学习模型，之后在验证集上估计模型性能，最后综合多组估计来分析和推断。常用的交叉验证方法包括：Hold-out验证（将数据集切分为单组训练集和验证集），K折交叉验证，RLT（Repeated learning-testing），5x2交叉验证、组块3x2交叉验证等[1]。基于交叉验证中的模型评价指标的估计，构造t-检验统计量，Wilcoxon秩统计量等，结合统计显著性检验来进行模型比较[2]。在结构化数据上，常用的模型比较的显著性检验方法主要有：基于5x2交叉验证的t-检验及F-检验方法[3][4]、及基于组块3x2交叉验证的t-检验方法[5]。
面对文本数据时，许多研究者发现沿用通常的交叉验证方法来进行模型比较，结论往往不可靠。如，Søgaard及Berg-Kirkpatrick等人指出，模型比较的结论易受文本集大小，句子长度，验证集大小及所选评价指标等因素的影响[6][7]，采用通常的随机切分构建的交叉验证方案，所得出的结果不可靠。为此，他们建议将显著性检验的p值临界值从0.05缩小至0.0025。若显著性检验的p值小于0.0025，则认为两模型的性能有显著差异。李济洪等人在构建汉语框架语义角色标注模型时也发现[8]：不同的框架可配置的语义角色种类、数量和句法模式是不同的。许多框架的语义角色的类别多达二三十种，交叉验证若按句子随机切分语料，可能会导致含较多语义角色的框架的句子出现在训练集中，而含较少语义角色的框架的句子被分到验证集中。这会导致语义角色标注模型的准确率（或召回率）时而偏高，时而偏低，波动较大。基于这样的结果进行模型比较，可能会导致相互矛盾的结论。再如，基于条件随机场模型的分词模型[9]中，若将大多数长句子切分到训练集中，而验证集中主要为短句子，这种句子长度分布不均匀的切分，会使分词精度会有明显的差异，结果或高或低，波动较大。
综上分析，在模型比较中沿用结构化数据的交叉验证中的随机数据切分方法，很容易产生训练集、验证集“不均匀”的数据分割，从而人为地将模型性能的非实质性差异引入模型性能的评价指标估计（以下简称指标估计）中，增大了指标估计的波动（方差），难以得到模型比较的较为可靠的结论。特别是，在文本数据上，现有的很多结论都基于Hold-out验证单次切分的结果，模型比较结论更不可靠。
本文的主要目标为：针对文本数据的特点，引入正则化条件，构建带有约束的交叉验证方法，提高实验结果的可复现性，使得实验结论更为可靠。
1 构造正则化交叉验证方法的基本思路
对给定的文本数据集，从交叉验证的切分出发，应合理地引入正则化条件，减小训练集、验证集的差异，降低指标估计的方差。具体可从以下三方面着手。
（1） 如何使得训练集和验证集数据分布尽可能的一致？

理论上来说，采用机器学习方法建模，要求训练集、验证集的数据分布相同，这是机器学习一个基本要求。文本数据是非结构化的，相比结构化数据而言，文本数据似乎更难达到“分布相同”这个要求。前文已指出，指标估计容易受到交叉验证的切分方法的影响。随机切分形成的训练集和验证集，预测标记的分布等可能存在明显差异，导致指标估计的波动较大。为此，需要合理地设计切分方法，以减少人为因素造成的差异。
（2）如何使得不同切分的两个训练集（验证集）间的重叠样本个数尽量少且一致？
若在相同的数据集上实施多次随机切分，会使任意两个训练集间存在重叠数据，且重叠数据的个数是随机的。Markatou等人证明了重叠数据的个数服从超几何分布[10]。王瑞波等的研究工作表明，重叠样本个数越多，指标估计的方差也越大，且它们的关系可以用二次函数来近似描述[11][12]。因此，在使用交叉验证方法时，应尽量减少任意两个训练集间重叠样本个数且尽量一致，以减小指标估计的方差。同样，在文本数据上，若交叉验证的切分中是以句子为单位，就需要使得训练集（验证集）间句子的重叠个数尽量少且重叠个数尽量相同。

（3）如何选择适合模型比较的交叉验证方案，增加有效重复次数？
在处理独立同分布的分类和回归数据时，针对模型比较问题，许多研究表明，常用的5折和10折交叉验证方法不如5x2交叉验证和组块3x2交叉验证方法[2][3][4][5]。近期，王瑞波等仅从样本重叠个数出发，建立了正则化mx2交叉验证方法[11]，证明了泛化误差的正则化mx2交叉验证估计具有方差最小性，给出了增量式的正则化mx2交叉验证构造算法。mx2交叉验证是5x2和3x2交叉验证的拓展，具体是指在给定的数据集上，重复做m次2折交叉验证，综合使用m次结果来对比模型。增大重复次数m，可以得到模型的更好的指标估计，且逐步增加实验次数，可以引入序贯检验的思想，取得更为可靠的结论。另外，mx2交叉验证的m次切分中，每一次均按对半切分数据，对于文本数据，可能更容易使训练集、验证集的分布大致相同，有利于减小分布的差异带来的影响，增大模型性能指标的信噪比（见本文实验一）。因此，本文主要研究面向文本数据的正则化mx2交叉验证方法。

概括地说，本文针对模型比较问题，首先研究训练集和验证集分布差异的对指标的信噪比的影响，因为，信噪比是模型比较的t-检验的本质；其次，以最小化指标的信噪比为目标，构建正则化mx2交叉验证的数据切分的优化算法，提高模型比较结果的可复现性。这在自然语言处理领域中，对特征选择、模型选择以及评估具有重要意义。
2 国内外研究现状及分析
对于结构化数据集，交叉验证方法在模型性能估计、算法比较、超参数选择等方面的研究已有不少[1][13][14]。而文本数据是非结构化的，针对性的研究并不多。下面，分别从结构化数据和文本数据两方面来介绍交叉验证方法在模型比较任务中的研究现状。
2. 1 结构化数据上交叉验证估计的方差分析和模型比较
早期的一些研究工作主要集中于回归和分类问题上交叉验证估计的方差的理论表达形式。对于回归问题，McCarthy等人研究了Half-sampling估计的方差理论表达式[15]；Burman等人给出了留一交叉验证、K折交叉验证、Repeated Learning-testing等估计的偏差及方差的理论分解式[16]。对于分类问题，Kohavi等人给出了交叉验证估计的方差近似形式，并模拟分析了5折和10折交叉验证估计的偏差和方差[17]。Dietterich比较了多种模型（算法）对照方法[2]。另外，许多研究者从数据切分的角度，研究了交叉验证估计方差的理论性质[10][18][19]，分析了交叉验证估计内部的相关性对其方差的影响；Rodrígue等人将K折交叉验证估计的方差分解为由数据随机变化引起的方差、切分方法的随机变化引起的方差、及真实误差的方差三部分[20]。王瑞波等人分析了训练集间的重叠样本个数与mx2交叉验证估计的方差之间的关系[11]，证明了任意两个2折交叉验证估计的协方差是关于重叠样本个数的下凸对称函数，且当训练集间的重叠样本个数均为n/4时（n为样本大小），估计的方差达到最小。

上述这些研究工作的方法，可借鉴到面向文本数据的模型比较方法中。

2. 2文本数据上针对模型比较的交叉验证方法
在文本数据分析中，交叉验证方法也被广泛使用[21]。Halberstadt明确表示不推荐将常用的交叉验证方法应用于语音识别任务建模[22]，其原因是交叉验证方法的验证集分布和数据的真实分布有很大差异，挑选出不好的模型的可能性很大。同样，在基于McNemar检验的语音识别模型比较研究中，Gillick等人也指出指标估计容易受到数据集分布差异的影响[23]，得出不可靠的模型比较结论。
在词义消歧、词性标注等多个任务上，Daelemans等人使用10折交叉验证进行算法选择和模型性能估计[24]和比较算法性能，认为算法性能之间的差异“淹没”到了误差之中，得出的结论是不可靠的。类似的结论在Berg-Kirkpatrick等人、Søgaard等人以及Yeh等人的工作中也有详细的论述[6][7][25]。这些研究工作让我们认识到：面对文本数据集，交叉验证的随机切分，容易导致训练集和验证集的分布差异增大，加大了指标估计的方差，产生了不可靠的模型比较结论。

近年来，李济洪等人在语义角色标注的相关研究中也发现了类似的现象[8]。为此，他们提出组块3x2交叉验证方法进行模型比较[5]，也尝试将这种方法应用到分词、组块识别等任务的模型比较中[9][26][27]。本文中，我们的基本思想是，给定规模适中的文本数据集，使用m次重复的2折交叉验证更有利于使得训练集、验证集的分布接近，能得到更可靠的模型比较结论。
3 面向文本数据的正则化mx2交叉验证方法
对给定的文本数据集做m次切分，实施m次2折交叉验证，被称为mx2交叉验证（简记为mx2 CV）。从形式上看，mx2 CV是Dietterich提出的5x2交叉验证的扩展[2]。不过，依照5x2交叉验证所采用的随机切分来构建mx2 CV，并不适用于文本数据的建模，需要研究新的切分算法。

面向文本数据，研究如何构建mx2 CV的优化切分算法，以减小切分带来的训练集、验证集的分布差异，降低人为切分带来的模型性能指标估计（简称为指标估计）的波动，力求使得指标估计的方差达到最小，使得基于mx2 CV的模型比较结论更为稳定。
本文的主要思想是引入合适的差异度量函数，来度量训练集和验证集的分布差异，形成控制差异的多个约束条件（简称为正则化条件），以指标的信噪比最大化为目标，求解mx2 CV的优化切分算法。

在文本数据集上，许多情形下，可基于标记集合的离散概率分布差异来度量两个数据集的分布差异。比如，在语义角色标注任务中，可将语义角色类型分布看作多项分布，使用分布一致性检验的卡方统计量来度量训练集和验证集的分布差异。

3. 1 记号和定义
记文本数据集为D={d1,d2,…,dn}，其中，n为D所包含基本切分单位的个数。围绕文本数据集D，下面引入一些必要的定义：
，其中，di为数据的基本切分单位（个体样本），可以是句子或篇章，依赖于具体的自然语言处理任务。如，在文本分类任务中，di为篇章；在分词、语义角色标注任务中，di通常为句子。文本集D的索引集记为I={1,2,…,n}
· mx2交叉验证：索引集合I上的一个对半切分记为S=(I(t),I(v))，其中，I(t)∪I(v)= I, I(t)∩ I(v)=ø且|I(t)|=|I(v)|=n/2；mx2交叉验证的的切分集合记为：P={<Si, SiT>: Si=(Ii(t),Ii(v)), SiT =(Ii(v),Ii(t)),i=1,2,..,m}，称SiT为Si的对折切分，<Si, SiT>为一个切分对；基于某个切分Si=(Ii(t),Ii(v))，定义两个数据块Di(t)={dk|k∈Ii(t)}和Di(v)={dk|k∈Ii(v)}，其中，Di(t) 通常被称为训练集，Di(v)被称为验证集；同理，对折切分SiT =(Ii(v),Ii(t))上，数据块Di(v) 为训练集，数据块Di(t) 为验证集；
· 模型性能指标的估计：给定两个机器学习算法A、B及模型评价指标EA、EB（比如，准确率P、召回率R、F1值等），记E=EA-EB为两个模型性能之差，E在切分Si=(Ii(t),Ii(v))上的hold-out估计记为Ê1(i)，在切分SiT =(Ii(v),Ii(t))上的hold-out估计记为Ê2(i)；则，E在切分对<Si,SiT>上的2折交叉验证估计为Ê(i)=(Ê1(i)+Ê2(i))/2；在切分集合P上，E的mx2交叉验证估计为m次2折交叉验证估计的平均，记为
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若B为空模型，则Êm就是模型A的指标估计;
· 分布差异度量函数：记Φ={Φ(0), Φ(1),.., Φ(K)} 为差异度量函数集，其中：Φ(0)为任意两个训练集间重叠样本个数的度量，m次切分共有m(m-1)/2个不同的值，组成向量：Φ(0)=(Φij(0)=|Ii(t)∩Ij(t)|, i,j=1,2,…,m且i<j)。Wang等人的研究工作表明，任意两训练集的重叠个数为1/4样本个数时，指标估计的方差达到最小，并给出了切分算法[11]；函数Φ(k)=(Φi(k)=gk(Di(t),Di(v)), i=1,2,…,m)为长度为m的差异度量向量，gk(Di(t),Di(v))为训练集Di(t)与验证集Di(v)的分布差异度量函数，k=1,2,…,K。比如，在语义角色标注任务中，g1(Di(t),Di(v))可以表示语义角色类型的标记分布在训练集、验证集上的差异，g2(Di(t),Di(v)) 可以表示给定的某个框架下，不同词元的数量分布在两个数据集上的差异，等等。K的取值，视具体任务而定。一般情况下，至少包含Φ(0)，Φ(1)两个度量函数。
直观上讲，好的切分集合需满足：（1）基于上述度量函数集，任意的训练集Di(t)和验证集Di(v)之间的分布差异应尽量小；（2）任意两个不同的训练集Di(t)和Dj(t)（i≠j）之间的重叠样本个数要尽量少且一致。所引入的度量函数可成为分析指标估计与切分集合关系的重要“桥梁”。
根据文本模型性能指标的mx2交叉验证估计的定义可知，给定若干正则条件后，该估计的方差Var(Ê|Φ)有如下分解形式：
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其中，式子右边第一项为单个二折交叉验证估计的方差与不同训练集间的样本重叠个数无关，即与度量函数Φ(0)无关。
3. 2 正则化mx2交叉验证求解的优化表示
正则化mx2 CV就是通过优化切分集合P来控制度量Φ的大小，以增大指标估计的信噪比。即，求解如下优化问题：
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其中，i,j=1,2,…,m且k=1,2,…,K。
式(2)中的约束条件被称为正则化条件，其中，称参数c0及ck为正则化参数，用来约束训练集与验证集的分布差异；E(Êm|Φ)为指标估计的期望，Stdev(Êm|Φ)为指标估计的标准差；正则化条件|Φij(0)-E(Φij(0))|≤c0表示任意两个不同的训练集Di(t)和Dj(t)(i≠j)之间的重叠样本个数要尽量控制在期望E(Φij(0))=n/4附近。仅在约束Φ(0)下，Wang等人已给出式(2)的解[11]。因此，本文主要考虑加入对度量Φ(1),…,Φ(K)的约束，如何求解式（2），以获得最优切分集合P*。
3. 3训练集、验证集分布差异的度量函数
对于大多数自然语言处理任务，在文本数据上，预测标记（比如，语义角色类型）及特征（比如，词性、词）大多是离散的，本文使用两离散随机变量分布一致性检验的卡方统计量来度量训练集与验证集之间的差异。

设随机变量L表示上述某种标记，其取值为一个离散标记集合{l1,…,lJ}。随机变量L在训练集和验证集上的分布差异，可以用如下卡方统计量来度量：
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  (3)
其中，n为该标记在整个数据集上的总频次，n(t)和n(v)为其在训练集及验证集上的频次，rj，rj(t)和rj(v)为第j种标记值lj在数据集、训练集及验证集上的频率。本文建议以单位自由度的差异度量函数χ2/J来构成Φ(k)，k=1,2,…,K。
3. 4 正则化参数如何选
正则化条件Φ(0)对应的正则化参数c0的选取方法在Wang等人的工作中已深入讨论[11]。通常可以选取c0=1，其含义是任意两训练集之间的重叠样本个数基本相等。对于其它的正则化参数，同样建议选取ck≤1，k=1,2,…,K，其含义是统计量χ2的单位自由度差异度量Φ(k)不超过1。这样设置的含义是：从统计分布一致性检验的角度，约束训练集、验证集分布的差异不能“显著大”。实际操作中，可以先构建满足Φ(0)的多个切分，再从其中依次选取Φ(k)≤1的切分，依此思路，逐渐增加正则化条件, 直到留下适当的切分个数。
4 mx2交叉验证的正则化切分集合的构造算法
构造最优切分集合P*的基本思路为：首先构造出满足重叠样本个数Φ(0)正则化条件的切分集合，其构造算法由Wang等人已给出[11]，并证明了最多可得到n个切分，这里n为样本个数（如句子数）；然后，逐个检测其它正则化条件|Φi(k)|≤ck（i=1,2,…,m且k=1,2,…,K）是否满足，留下满足所有条件的切分构成优化的切分集合P*；若保留下来的切分不够，可以考虑加入近似满足正则化条件的切分。
给定正则化条件Φ(0)后，Wang等人提出了一种块正则化的mx2交叉验证方法（block-regularized mx2 cross-validation, 简记为mx2 BCV），并采用了分块嵌套的方式来构造数据切分算法[11]。简单来说，就是先将数据集逐块等分（样本数相等），即一块分二块、二块分四块，形成“嵌套”的数据子块；然后基于这样的数据子块，利用二水平正交表的均衡性，构造出满足关于Φ(0)正则化条件的切分。这样的构造方法是一种增量式构造，即，可以保证已构造出来的切分不变，逐步加入新的切分，最终形成m组训练集和验证集。具体地，当m=3时，构造3x2 BCV的切分，可将数据集D划分成大小相同的4份，然后任取两份作为训练集,其它两份作为验证集,形成的6次实验对应3组2折交叉验证。当m>3时，构造mx2 BCV的切分需借助二水平正交表。以7×2 BCV为例，基于二水平正交表OA(8,7)，将数据集等分为8块，记为Ik(8)，k=1,2,…,8，然后根据表1所示规则可拼合成对应的7组训练集和测试集。
mx2 BCV数据切分的一般构造算法及对应的性能指标方差的估计方法，请参考Wang等人的工作[11]。
表1 7x2 BCV切分方式的拼合规则

	切分
	训练集Ii(t)
	训练集Ii(v)

	S1
	I1(8),I3(8),I5(8),I7(8)
	I2(8),I4(8),I6(8),I8(8)

	S2
	I1(8),I2(8),I5(8),I6(8)
	I3(8),I4(8),I7(8),I8(8)

	S3
	I1(8),I4(8),I5(8),I8(8)
	I2(8),I3(8),I6(8),I7(8)

	S4
	I1(8),I2(8),I3(8),I4(8)
	I5(8),I6(8),I7(8),I8(8)

	S5
	I1(8),I3(8),I6(8),I8(8)
	I2(8),I4(8),I5(8),I7(8)

	S6
	I1(8),I2(8),I7(8),I8(8)
	I3(8),I4(8),I5(8),I6(8)

	S7
	I1(8),I4(8),I6(8),I7(8)
	I2(8),I3(8),I5(8),I8(8)


5 基于正则化mx2 交叉验证的序贯t-检验
采用合理的统计显著性检验是得到可靠结论的保障。在自然语言处理的大部分文献中，大多在验证集或测试集上直接比较实验结果的绝对大小，或采用基于5折(10折)交叉验证的统计检验。但正如Wang等人指出，通常基于5折(10折)交叉验证的统计检验是激进的[5]，因为，这些检验通常假定5次（10次）训练、测试相互独立，采用5次（10次）实验结果的样本标准差来刻画指标估计的变差。这往往造成其真实没有显著差异而推断有显著差异。为此，本文推荐一种用于模型性能比较的正则化mx2交叉验证序贯t-检验方法。该检验方法较为保守，可以得到更为可信的结论。具体描述如下：
记E=EA-EB为两个模型性能之差, EB为基线模型的性能。
原假设H0：E≤0；备择假设H1：E>0。
记模型性能指标之差的mx2交叉验证估计为
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这里，
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为E在第i次切分Si=(Ii(t),Ii(v))上的2折交叉验证估计。所采用的检验统计量如下式所示：
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其中：

[image: image16.wmf]m2

(i)2

mk

i1k1

1

ˆ

ˆ

ˆ

=()

2m

EE

s

==

-

åå



[image: image17.wmf]m

2m1

2m1

C

+

=

-

 。
Tmx2为近似服从自由度为2m-1的t-分布统计量，其置信区间为：

[image: image18.wmf]mmmmmm

ˆ

ˆ

ˆ

ˆ

(2m-1),2m-1))

ECtECt

aa

ss

-+

（

（

。
该置信区间长度的期望的极限值为：
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其中，ρ为组间相关系数，
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为指标估计的标准差的真实值，uα为标准正态分布的上侧分位数。置信区间理论的长度为
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，因此，只要ρ≤0.5，置信区间就是保守的。
设定停止策略
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，其中，tα(2m-1)为t分布的α上侧分位数。执行如下步骤：

（1） 设定m=mstart；

（2） 判断在当前m值时，停止策略
[image: image23.wmf]mm

ˆ

ˆ

(2m1)

ECt

a

s

>-

是否成立。

（3） 若停止策略不成立：

a) 判断m值是否达到预设最大值mstop。

b) 若m<mstop，则m=m+1，并跳至第（2）步，继续执行。

c) 若m≥20，则停止实验，并接受原假设H0，即：认为两模型性能差异不显著；

（4） 若停止策略成立，则停止实验，并接受备择假设H1，判决两模型性能有显著差异。

其中，mstart和mstop为切分次数m的开始值和最大结束值。通常，我们推荐mstart=3，mstop=20。
若两两比较的模型对有k对时，根据多重比较的理论，则需要将显著水平α调整为α/k.比如，比如有5种不同的配置模型，则两两比较的总个数就有
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对，即k=10。显著水平应调整为α/10。
Tmx2统计量本质上是信噪比的估计。因此，本文的目标是以最大化信噪比为目标，寻找合适的正则化交叉验证方法，以排除其它因素的干扰，在文本数据上得到更为可靠的模型比较结论。
6 实验
本节以汉语框架语义角色标注的实验为例，说明不同的交叉验证方案，所导致的词元分布差异、角色分布差异，及其对指标估计的均值、标准差和信噪比的影响。这里，信噪比定义为：

信噪比=性能指标的期望/样本标准差
实验语料来自于汉语框架语义知识库（CFN）1.0中的认知域框架例句。本文选取了6692条例句，涵盖25个框架。实验中，我们分别考虑了语义角色识别任务和语义角色标注任务。语义角色识别任务的目标是给定一条汉语句子及目标词，识别出该目标词所搭配的语义角色块的边界。该任务并不考虑语义角色的类型，因此，可以在整个语料上建模。对于语义角色标注任务，在识别出语义角色块的同时，还要标注该语义角色块的类型。由于CFN中每个框架的语义角色类型不同，语义角色标注任务只能对每个框架单独建模。
本文将语义角色边界识别和语义角色标注任务均看作以词为单位的序列标注问题，采用条件随机场（CRF）模型，并结合BIO标注策略建立模型。所用特征包括词、词性、位置及目标词。实验设置与文献[8]相同。本文采用准确率P、召回率R以及F1值来评价模型性能。在对比两个不同的模型时，本文使用△P、△R、△F1表示两模型性能指标的差。
基于上述实验设置，围绕交叉验证集正则化方法，本文主要回答如下三个问题：
1) 语料的不同切分比例如何影响模型性能指标的估计？
2) 训练集和验证集的分布差异如何影响模型性能指标的信噪比？
3) 正则化mx2交叉验证与随机mx2交叉验证，哪个更适合于文本数据？
6. 1 切分比例对模型性能指标估计的影响
为了验证语料的不同切分比例对各指标估计的影响，将实验语料按训练集与验证集的5:5, 6:4, 7:3, 8:2, 9:1的不同比例的随机切分，并重复随机切分100次，分别计算所比较的两个模型（记为模型A和B）的性能的样本均值、标准差以及信噪比，以及这两个模型性能差异的样本均值、标准差以及信噪比。
本实验中，我们首先考虑语义角色识别任务。模型A是指文献[8]的基于最优模板（#1）的模型，模型B是指将该最优模板中的词特征（及对应的组合特征）去掉后的模型。
表2给出了不同切分比例下，模型性能的各项指标及相应的标准差。其中，P、R、F1为准确率、召回率和F1值在100次切分上的平均值；Stdev P、Stdev R、Stdev F1分别表示准确率、召回率和F1值在100次切分上的样本标准差。表2表明，随着数据切分比例的变化，指标的均值和方差都逐渐增大，但方差增加相对较快。图1分别给出了模型A和B的信噪比。图1表明，随着训练集比例变大，信噪比在明显下降；当5:5切分时，模型性能的信噪比最大。
表2 语义角色识别任务中语料不同切分比例对指标估计的影响

	切分比例
	模型A的性能
	模型B的性能

	
	P
	Stdev P
	R
	Stdev R
	F1
	Stdev F1
	P
	Stdev P
	R
	Stdev R
	F1
	Stdev F1

	5:5
	0.7405
	0.0062
	0.6650
	0.0059
	0.7007
	0.0048
	0.6524
	0.0067
	0.5709
	0.0066
	0.6089
	0.0051

	6:4
	0.7459
	0.0062
	0.6747
	0.0064
	0.7085
	0.0054
	0.6565
	0.0076
	0.5753
	0.0069
	0.6132
	0.0060

	7:3
	0.7500
	0.0066
	0.6823
	0.0069
	0.7145
	0.0056
	0.6605
	0.0075
	0.5782
	0.0075
	0.6166
	0.0065

	8:2
	0.7535
	0.0087
	0.6883
	0.0079
	0.7194
	0.0072
	0.6613
	0.0101
	0.5791
	0.0107
	0.6174
	0.0090

	9:1
	0.7563
	0.0130
	0.6936
	0.0137
	0.7235
	0.0121
	0.6645
	0.0132
	0.5803
	0.0140
	0.6195
	0.0123
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图1：语义角色识别的性能指标的信噪比
表3：语义角色识别任务中模型性能差异的均值和方差

	切分比例
	△P
	Stdev △P
	信噪比
	△R
	Stdev △R
	信噪比
	△F1
	Stdev △F1
	信噪比

	5:5
	8.81%
	0.0058 
	15.30 
	9.40%
	0.0057 
	16.59 
	9.18%
	0.0046 
	20.01 

	6:4
	8.94%
	0.0067 
	13.40 
	9.95%
	0.0064 
	15.54 
	9.54%
	0.0052 
	18.48 

	7:3
	8.94%
	0.0070 
	12.70 
	10.41%
	0.0075 
	13.96 
	9.79%
	0.0057 
	17.09 

	8:2
	9.21%
	0.0085 
	10.89 
	10.92%
	0.0094 
	11.66 
	10.20%
	0.0079 
	12.96 

	9:1
	9.18%
	0.0114 
	8.08 
	11.33%
	0.0126 
	8.97 
	10.41%
	0.0109 
	9.58 


表4  “陈述_v”框架语义角色标注任务上语料不同切分比例对指标的影响

	切分比例
	模型A的性能
	模型B的性能

	
	P
	Stdev P
	R
	Stdev R
	F1
	Stdev F1
	P
	Stdev P
	R
	Stdev R
	F1
	Stdev F1

	5:5
	74.16%
	0.0114
	61.84%
	0.0112
	67.43%
	0.0099
	62.33%
	0.0125
	51.89%
	0.0129
	56.63%
	0.0116

	6:4
	74.86%
	0.0121
	63.50%
	0.0124
	68.71%
	0.0106
	63.15%
	0.0136
	53.10%
	0.0126
	57.68%
	0.0117

	7:3
	75.22%
	0.0161
	64.76%
	0.0176
	69.59%
	0.0154
	63.87%
	0.0154
	54.05%
	0.0175
	58.54%
	0.0150

	8:2
	75.45%
	0.0169
	65.64%
	0.0181
	70.19%
	0.0157
	64.09%
	0.0200
	54.50%
	0.0168
	58.90%
	0.0168

	9:1
	75.47%
	0.0260
	66.32%
	0.0257
	70.58%
	0.0236
	63.91%
	0.0265
	54.71%
	0.0263
	58.94%
	0.0246
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图2  “陈述_v”语义角色标注模型性能指标的信噪比
表5 “陈述_v”框架下不同切分比例对两模型性能指标差的影响

	切分比例
	△P
	Stdev △P
	信噪比
	△R
	Stdev △R
	信噪比
	△F1
	Stdev △F1
	信噪比

	5:5
	11.83%
	0.0114
	10.364 
	9.95%
	0.0089
	11.229 
	10.81%
	0.0089
	12.161 

	6:4
	11.71%
	0.0123
	9.472 
	10.40%
	0.0113
	9.186 
	11.02%
	0.0103
	10.656 

	7:3
	11.35%
	0.0127
	8.952 
	10.71%
	0.012694
	8.437 
	11.05%
	0.0111
	9.914 

	8:2
	11.36%
	0.0168
	6.776 
	11.14%
	0.0154
	7.246 
	11.29%
	0.0144
	7.821 

	9:1
	11.57%
	0.0250
	4.636 
	11.60%
	0.0253
	4.578 
	11.65%
	0.0232
	5.020 


表3给出了模型A和B的性能指标之差的均值、标准差及信噪比。同样可见，按5:5切分时，准确率、召回率和F1值信噪比达到最大。
本文进一步围绕语义角色标注任务来验证切分比例对性能指标估计的影响。考虑到“陈述”框架动词词元（简记为“陈述_v”）具有较多的例句（1103条），实验主要分析了该框架的语义角色标注模型。模型A采用了文献[8]给出的最优模板（#12）；模型B去除了该最优特征模板中与词有关的特征。表4给出了相应的实验结果。

表4表明，随着数据切分比例的变化指标的均值和标准差都逐渐增大，其中，标准差增大较快。从信噪比角度来看（见图2），随着切分比例的变化，信噪比同样在明显下降。切分比例为5:5时，各指标的信噪比达到最大。表5是两模型的性能指标的差的数据，同样表明，在按5:5切分时信噪比达到最大。
综上可知：随着切分比例的差异增大，标准差逐渐增加，信噪比逐渐变小，在5:5切分时标准差达到最小，信噪比达到最大。也就是说，从信噪比角度来看，按照5:5切分语料，更适用于文本数据的模型比较任务。
6. 2 训练集与验证集的分布差异对对模型性能指标估计的影响
本节按5：5切分的两折交叉验证下，分析训练集、验证集的分布差异对指标的信噪比的影响。
本节主要基于语义角色标注任务，选取了例句数最多的6个框架（见表6）作为研究对象，进行对比试验。首先，对每个框架的例句随机进行2折交叉验证，重复1000次。然后，统计训练集、验证集上的词元分布频次及不同类型的语义角色的分布频次。根据（3）式所给的卡方统计量，分别计算词元及语义角色在训练集与验证集上的分布差异。
表6 各框架的语义角色标注模型性能指标的信噪比

	框架
	句子个数
	词元个数
	角色类型个数
	c1,c2
	不好的切分
	正则化切分

	
	
	
	
	
	P
	R
	F1
	P
	R
	F1

	陈述_v
	1603
	84
	10
	1.09
	58.10
	51.91
	65.35
	64.21
	54.54
	70.19

	感受
	569
	61
	4
	1.125
	25.81
	19.35
	22.67
	24.1
	23.28
	25.15

	自主感知
	499
	27
	12
	1.11
	33.31
	25.61
	35.17
	34.76
	26.49
	35.36

	拥有
	170
	15
	3
	1
	17.34
	14.5
	16.44
	18.71
	17.5
	19.41

	知觉特性
	345
	36
	5
	1.17
	28.05
	22.76
	32.68
	31.04
	24.02
	33.27

	记忆
	298
	17
	9
	1.11
	33.74
	16.85
	24.52
	29.43
	20.27
	28.77


表7  “陈述_v”语义角色标注模型上3x2 RCV与3x2 BCV的比较（500次切分）

	
	P
	R
	F1

	CV方案
	均值
	标准差
	信噪比
	均值
	标准差
	信噪比
	均值
	标准差
	信噪比

	3x2 RCV
	0.7432
	0.0115
	64.59
	0.6194
	0.0122
	50.84
	0.6756
	0.0102
	66.47

	3x2 BCV
	0.7443
	0.0111
	67.24
	0.6212
	0.0115
	54.03
	0.6772
	0.0095
	71.02


表8 “陈述_v”框架词元分布的差异对指标的信噪比的影响（10次切分）

	CV方案
	c1, c2
	P
	R
	F1

	
	
	均值
	标准差
	信噪比
	均值
	标准差
	信噪比
	均值
	标准差
	信噪比

	3x2 RCV
	>=1.055
	0.7452
	0.0123
	60.82
	0.6211
	0.0155
	40.15
	0.6775
	0.0112
	60.60

	3x2 BCV
	<=0.35
	0.7432
	0.0118
	62.79
	0.6205
	0.0089
	70.10
	0.6763
	0.0076
	89.19


针对1000次的随机切分，引入两个正则化条件。针对词元的分布差异，引入第一个正则化条件：|Φi(1)|= χ2/J≤c1；按语义角色类型分布差异，引入第二个正则化条件|Φi(2)|= χ2/J≤c2。其中，正则化参数c1, c2的选取方法为：在1000个2折交叉验证中，寻找满足χ2/J≤c1及χ2/J≤c2（本实验中设置c1= c2）且切分个数不超过1000*5%时的c1和c2。即，选择满足两个正则化条件的前50个切分作为优良切分，称为“正则化切分”。同样，选择最不满足两个正则化条件的50个切分作为“不好的切分”。我们分别计算“正则化切分”和“不好的切分”下的模型各性能指标的信噪比，并对其对比分析。实验结果见表6。
表6给出了实验所用的6个汉语框架的基本信息，包括每个框架的句子数、词元个数以及语义角色种类数，以及正则化条件中的正则化参数值c1和c2。在表6的后6列，分别给出了“正则化切分”以及“不好的切分”下，模型准确率、召回率和F1值的信噪比。
从表6可知，除“感受”框架的准确率外，“不好的切分”对应的准确率、召回率和F1值的信噪比均比“正则化切分”下对应的信噪比小。这说明词元分布差异和角色类型分布差异的约束对指标的信噪比有明显的影响。也就是说，若采用了不好的切分，指标的信噪比会下降，容易导致不可靠的模型比较结论。
6. 3 比较正则化mx2交叉验证和随机mx2交叉验证方法
本节主要比较正则化mx2 交叉验证（mx2 BCV）下与随机mx2交叉验证（mx2 RCV）下各指标的信噪比。不失一般性，这里设置m为3。本节主要基于语义角色标注任务，以“陈述_v”为例进行分析。具体地，将“陈述”框架动词词元的所有例句作为语料，分别构造3x2 BCV以及3x2 RCV。对于每一种交叉验证，执行500次随机切分，并基于500次的实验结果计算模型各性能指标的均值、标准差及信噪比。构造3x2 RCV时，只需将整个按5:5切分，随机切分三次。构造3x2 BCV的方式如下：
对于3x2 BCV，将语料均分为4份，将“陈述_v”框架的84个词元按其数量均匀分配到4份数据中，任取2份合起来做训练集，剩余2份做验证集，这样就可以得到3组2折交叉验证方案，并分别引入下面的正则化条件：
(1) 3x2 BCV的基本正则化条件：不同切分之间的样本（例句）重叠个数最多相差1。由于构造时，将语料均分为4分，并两两组合，所得到的切分满足正则化条件|Φij(0)-E(Φij(0))|≤1。关于mx2 BCV的一般构造，可以使用Wang等人在文献[11]中给出的算法；
(2) 3x2 BCV的第一个正则化条件：计算词元分布差异的卡方值，并对其正则化，即|Φi(1)|≤c1，i=1,2,3。由于上述3x2 BCV的构造将词元按其数量均匀分配到训练集和验证集，故按训练集、验证集中词元数量的差异计算的卡方统计量除以J=84（自由度）得到相应的Φi(1)；
(3) 3x2 BCV的第二个正则化条件：按语义角色类型进行正则化，即|Φi(2)|≤c2，i=1,2,3。由于“陈述”框架具有10种语义角色，在计算其卡方值时，需将自由度除以10；
其中，正则化参数c1和c2的值，需根据500次切分中满足正则化条件的个数来确定。
表7给出了“陈述_v”语义角色标注模型上，3x2 BCV和3x2 RCV上的实验结果。从表7可见，3x2 BCV对应的准确率、召回率和F1值得标准差均有所降低。另外，3x2 BCV下的信噪比均大于3x2 RCV下的信噪比，说明引入正则化条件后的3x2 BCV能够改善指标估计，有利于得到更为可靠的模型比较结论。

为了进一步说明正则化条件的作用，我们从3x2 RCV的500次切分中，挑选出10次“不好的切分”(c1, c2≥1.055)。然后，从3x2 BCV的500次切分中，挑选出10次“较好的切分”（c1, c2≤0.35）。针对选出的切分，分别计算模型性能的各项指标。结果在表8中给出。
表8的结果表明，根据正则化条件所选出的3x2 BCV切分方案明显比3x2 RCV中“不好的切分”对应的F1值的信噪高出许多。
综上，基于5:5的切分比例，通过合理地引入正则化条件，使用正则化的mx2 BCV后，模型性能指标的信噪比有明显改善。
7 结论与展望
基于交叉验证的模型比较是统计机器学习中的常用方法。本文针对文本数据的特点，研究了如何切分数据来构建合理的交叉验证方案，得到如下几点结论：
第一，文本数据的切分比例应当采用5:5，即二折交叉验证，其它比例的切分都会增大指标估计的方差，降低指标的信噪比。
第二，卡方统计量可用来度量数据切分导致的训练集和验证集的预测标记分布差异，并可用于构造数据切分的正则化条件。
第三，在构建多个二折交叉验证(mx2 CV)时，应当以最大化信噪比为目标，采用正则化的数据切分(mx2 BCV)。本文以汉语框架语义角色标注为例，说明了如何设置正则化条件，及如何构造正则化的mx2 BCV。实验结果也验证了该方法的有效性。
传统的将数据简单切分为训练集、验证集、测试集的方法，在数据量较大时才较为有效。对文本数据，当数据量较大时，计算开销也非常大。此时，要得到方差的估计是困难的，进而导致后续的统计显著性检验及统计推断任务无法进行。我们认为，在模型初选时，应避免使用很大的数据集。一条可行思路是：首先选取适当大小的数据，并借助于正则化的mx2 BCV，对数据有效利用，来选出有效的特征，甄别出优良的模型。当确定出较好的模型后，再使用较大的数据，获得该模型的参数估计。本文的目标在于对给定的文本数据上，给出一种有效使用交叉验证的进行建模的方法。文中所提到的正则化条件是文本数据切分时的最基本的约束条件，读者完全根据自然语言的具体任务，根据实验者的经验来设置正则化条件。不过，当多个正则化条件并存时，如何构建高效的切分仍然是后续需要研究的问题。此外，除卡方统计量外，采用其它差异度量，比如相似度等，是否更为有效，也是下一步需要研究的问题。
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